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Abstract— This article approaches the application of artificial neural networks in the prediction of the number
of infantile hospital internments decurrent of respiratory illnesses in the city of Paris, France. Specifically the
climatic conditions and the atmospheric pollution impact directly on the respiratory illness, in such a way had
been used different series as entered of the similar neural network to predict the number of patients to be
interned. The database used was removed of a study carried through in Paris, contends information throughout
four winters, when the amount of illnesses increases. The gotten results show a good approach, what it would
allow to alert the hospitals for eventual peaks of internments and to assist the management of information in
collective health.
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Resumo— Este artigo aborda a aplicacdo de redes neurais artificiais na predigdo do nidmero de internagoes
hospitalares infantis decorrente de doencas respiratérias na cidade de Paris, Franca. Especificamente as condigoes
climéticas e a poluigdo atmosférica impactam diretamente sobre a doenca respiratéria, desta forma foram uti-
lizadas diferentes séries como entrada da rede neural afim de predizer o nimero de pacientes a serem internados.
A base de dados utilizada foi retirada de um estudo realizado em Paris, contendo informagoes ao longo de quatro
invernos, quando a quantidade de doencas aumenta. Os resultados obtidos mostram uma boa aproximacao, o
que permitiria alertar os hospitais para eventuais picos de internagoes e auxiliar a geréncia de informagao em

saude coletiva.
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1 Introducao

A predicao de séries temporais utilizando redes
neurais vem se tornando um forte aliado em diver-
sas areas da ciéncia. Uma aplicacdo muito interes-
sante e potencialmente eficaz esta na area médica,
tanto na previsao de picos de internagao, como
também no apoio ao diagndstico clinico em geral.

No caso deste trabalho, foram desenvolvidos
modelos preditivos em uma série de internagoes
hospitalares causadas por broquiolite infantil em
diversos hospitais de Paris. Um dos principais
responsaveis pelo agravamento de doengas respi-
ratérias, especialmente em criancas, é a poluigao
atmosférica junto com as condic¢oes climaticas des-
favoraveis ZANOBETTI (2000).

Diversos episédios tém sido registrados em
grandes centros urbanos em virtude das altas con-
centracgoes de poluentes na atmosfera, com sérias
conseqiiéncias para a populagdo. A preocupacio
causada pelos efeitos decorrentes da degradagao
do ar, que é um problema de saiide ptublica, tem
sido tema de discussao entre lideres de diversos
paises, levando-os a firmarem acordos para con-
trole e reducao da emissao de gases causadores
de efeito estufa. O conhecimento cientifico é de
grande utilidade no auxilio a gestao da informagao
relativa a satde coletiva, subsidiando a elaboragao
de medidas voltadas a prevencao e a redugao da
poluigao do ar.

Esse trabalho tem como objetivo propor

a utilizacdo das redes neurais artificiais como
metodologia alternativa na predicao de inter-
nagoes hospitalares no periodo de inverno, que
é quando os problemas espiratérios se agravam.
Os modelos desenvolvidos em WILLEMS (2005),
no qual foi utilizada a metodologia dos mode-
los aditivos generalizados (GAM), e o estudo de
NASCIMENTO (2006), em que foram utilizadas
redes neurais artificiais, visando identificar os fa-
tores relevantes no nimero de internagoes hospi-
talares infantis por doenca respiratéria na cidade
de Paris, serviram como base para o presente tra-
balho. Estas doengas respiratérias sao causadas
freqiientemente pelo virus syncethial respiratory
virus (RSV), e normalmente, o contato com este
virus causa um resfriado. Em criancas e, espe-
cialmente no inicio do inverno, o virus pode ser
responsavel por uma grave doenga respiratoria,
conduzindo a um elevado nimero de consultas e
internacoes hospitalares.

A importancia desse estudo se déd na medida
em que a modelagem neural pode ser utilizada
como um importante instrumento de auxilio a
gestao da informacao relativa a saude coletiva,
subsidiando analises e possibilitando a adogao de
medidas, tendo como base o conhecimento cien-
tifico.



2 Os Dados

Para esse estudo, utilizou-se uma base de dados
comum aos trabalhos ja citados, obtida através
do ERBUS (Epidémiologie et Recueil des Bron-
chiolites en Urgence pour Surveillance), referente
a 43 hospitais localizados em Paris, no periodo
compreendido entre 1997 e 2000, além de dados
meteoroldgicos e de poluigcao atmosférica medidos
pelas estagoes de AIRPARIF, nos anos de 1997 a
2001. Para evitar problemas com dados faltantes,
foram considerados apenas 34 hospitais, cujos da-
dos encontravam-se completos. Desta forma, a
base de dados passou a contar com 419 obser-
vagoes.

A base de dados é composta por 17 varidveis
explicativas, sendo 12 varidveis climdticas (tem-
peratura minima do dia, temperatura maxima do
dia, temperatura média do dia, temperatura ao
cair da tarde, precipitacao diaria, duragao diaria
das chuvas, umidade minima do dia, umidade
maxima do dia, umidade média do dia, duragao
didria do periodo de sol, forca do vento e pressao
ao nivel do mar) e 5 de poluigao atmosférica (emis-
sao de SO2 pelas fabricas, emissao de CO pelos
veiculos, emissao de NO2 pelos veiculos, emissao
média de O3 por 8h e material particulado com
didmetro inferior a 10um - PM10). A série tem-
poral do niimero de internagoes hospitalares repre-
senta o alvo em alguns dos modelos desenvolvidos
neste trabalho e também entrada com atraso em
alguns outros.

2.1 Tratamento dos Dados

A caracteristica sazonal das varidveis deve ser lev-
ada em consideragao, pois os dados devem ser
dessazonalizados a fim de revelar o residuo da série
a ser modelada, permitindo assim a deteccao das
caracteristicas escondidas NELSON (1999).

O projeto das redes neurais artificiais, no pre-
sente trabalho, consistiu em uma etapa inicial de
normalizacdo. As redes neurais foram utilizadas
para prever, com um dia de antecedéncia, a série
residual apds o tratamento da série bruta de da-
dos. Levando-se em consideragao a caracteristica
sazonal das variaveis, avaliou-se a necessidade do
pré-processamento dos dados. Esta avaliacao foi
feita apds a implementacgao de diversas redes neu-
rais, tendo como critério o maior poder de gener-
alizagao do modelo.

A técnica utilizada para a previsao do
numero de internagoes nos hospitais concentra-
se no estudo de séries temporais. O tratamento
matematico de séries temporais tem o intuito de
retirar todas as suas componentes deterministi-
cas, tentando simplificar a andlise estatistica sub-
seqiiente, e indicar a dependéncia ou nao das mes-
mas, tanto no tempo quanto para diferentes séries.

As técnicas utilizadas foram:

e Normalizagao;
e Remocao da tendéncia;

e Remocao dos componentes senoidais;

2.2 Série original

A Figura 1 representa o numero de internacoes
hospitalares, onde sao observados quatro periodos,
cada um deles representando um inverno.
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Figura 1: Série de Internacoes Hospitalares

2.8 Normaliza¢ao

A normalizagao tem como finalidade adaptar os
dados de entrada a faixa dinamica das funcgoes
de ativacao da rede neural, tornando o processo
numericamente robusto e de facil modelagem. O
processo foi feito dividindo-se cada observacao da
série de uma dada varidvel pela sua média mais
dois desvios-padrao.:

S(n)

Snorm(n) = media[S(n)] + 2. desvioPadraolS(n)]

A Figura 2 mostra a série normalizada.
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Figura 2: Série de Internacgoes Hospitalares Nor-
malizada



2.4 Remocao da tendéncia

A tendéncia de cada série pode ser estimada
pelo método dos minimos quadrados, através do
seguinte calculo:

Sa(n) = S1(n) — (a+b.n)

onde S1(n) é a série original normalizada, Sa(n) é
a série obtida apds a eliminagao da tendéncia, a é o
intercepto e b é o coeficiente angular da reta de re-
gressdo. Neste caso, foi utilizada uma rede neural
simples com apenas um neurénio e funcao de ati-
vacao linear, cujo par entrada-saida era (¢,51(n)),
minimizando-se o erro médio quadratico.

2.5 Remocgao dos componentes senoidais

A remogdo dos componentes senoidais de uma
série é feita mediante a aplicagao da Transformada
de Fourier, e posterior observacao das freqiiéncias
que apresentam um pico significativo de ampli-
tude relativamente as demais freqiiéncias da série
KRISEIDA (1998). Desta forma, identificados os
coeficientes dos senos e co-senos que compoem a
informacao da freqiiéncia, procede-se a retirada
do pico correspondente, eliminando-se assim a os-
cilagao naquela freqiiéncia especifica.

Apés a retirada dos componentes senoidais,
tem-se a série S3:

S3(n) = Sa(n)—(A. cos(2rwen)+B . sin(2rw,n))

onde S5 é a série original normalizada sem tendén-
cia linear, S3 é a série obtida apds a eliminagao
dos componente senoidais, A e B sao as ampli-
tudes e w, representa a freqiiéncia do componente
senoidal identificado. Neste caso, foram retirados
os ciclos, um a um, até que o valor RMS da série
residual chegasse a um minimo de 5% da série orig-
inal. Também foi utilizada uma rede neural com
um neurdnio, tendo este a funcao de ativagao lin-
ear com o fim de otmizagdo no dominio do tempo
para retirada dos ciclos, evitando assim problemas
ocasionados por aliasing.

2.6 Séries Finais

Os mesmos procedimentos citados acima foram
utilizados em todas as 17 séries de condigoes
climéaticas e de poluigao atmosférica que foram us-
adas nos modelos, e também na série alvo. Apenas
as informacoes dos trés primeiros ciclos das séries
foram utilizadas no desenvolvimento dos modelos
e os resultados correspondentes foram retirados do
quarto ciclo.

A Figura 3 mostra o residuo da série de inter-
nacoes hospitalares, apds o procedimento de pré-
processamento.
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Figura 3: Série residual das Internagoes Hospita-
lares

3 Conjuntos de treino, teste e validacao

Os modelos que visam a generalizacao da rede
sao restritos a um conjunto de treinamento, sendo
a avaliacao obtida através do teste de desem-
penho no conjunto restante de dados (conjunto
de teste). O conjunto de treinamento deve con-
ter um nuimero suficiente de observagoes, para que
possa constituir uma amostra representativa dos
dados a serem analisados. Este conjunto é us-
ado tanto para o desenvolvimento, quanto para o
ajuste dos parametros da rede neural. Temos que
contar também com um conjunto de validacao que
ajuda a evitar o overtrainning.

O conjunto de teste ndo participa da fase
treinamento da rede neural e, por ser um con-
junto desconhecido, as informagoes nele contidas
sofrem o mesmo tipo de tratamento dado aque-
las que compdem o conjunto de treinamento. O
conjunto de teste é usado apenas, para avaliar o
poder de generalizacao da rede neural, ou seja,
para avaliar se as informacoes pertencentes ao con-
junto de treino sao suficientes para uma anélise
mais geral. A generalizacdo estd associada a ca-
pacidade de predigao de novos casos, indicando se
o modelo neural conseguiu extrair as caracteristi-
cas principais da informagao.

Do total de 419 observagbes, o conjunto
de treinamento contém 328 amostras, correspon-
dentes aos trés primeiros invernos, e o conjunto
de teste corresponde a 91 observagoes referentes
ao ultimo inverno observado. O conjunto de vali-
dacgao utilizado foi o de teste.

4 Treinamento da Rede Neural

A implementacao foi feita através de redes neurais
completamente conectadas, modelo MLP (Multi-
layer Perceptron), com uma camada intermedidria
e sem realimentacao. Os neurtnios na camada
escondida sao do tipo tangente hiperbdlica. Na
camada de saida, foi utilizado um neurénio com
fungao de ativagao linear. O treinamento foi feito
no modo batelada através do algoritmo Resilient



Backpropagation, que tem a vantagem de conver-
gir mais rapidamente.

Como medida de desempenho no processo de
treinamento da rede neural, adotou-se o MSE
(erro médio quadratico), sendo calculado como:

Y y—y)?

n

mse =

onde y é o valor observado, 3’ é a saida da rede e

n é o tamanho do vetor de entrada da rede neural.
A funcao objetivo teve como finalidade a min-

imizagao do MSE no conjunto de treinamento.

O erro percentual absoluto médio (MAPE),
foi calculado em paralelo ao MSE e foi adotado
como critério de parada de treinamento e também
para avaliar o poder de generalizacao do modelo.
O MAPE é definido como:

y—y
> " |

n

mape =

5 Resultados

Antes da predicao com redes neurais a série
foi reconstruida utilizando-se apenas a média, a
tendéncia e os ciclos senoidais extraidos das séries
de treino. Isto foi feito de forma a obter um
parametro de comparagao com o preditor neu-
ronal. Apds a reconstrugao o erro MAPE encon-
trado foi de 34,93%.

Todos os modelos de redes neurais utilizados
tinham como objetivo prever, com um dia de ante-
cedéncia, o nimero de internagoes hospitalares. O
primeiro modelo utilizou como entrada apenas as
séries auxiliares de condigoes climéaticas e poluigao
atmosférica. O segundo teve como entrada as
séries auxiliares e a série alvo no dia D para prever
o dia D+1. O terceiro recebeu as séries auxialiares
e a serie alvo no dia D e D-1. O quarto e ultimo
modelo recebeu apenas a série alvo no dia D e D-1.

Em todos os modelos foram treinadas redes
neurais com o numero dos neurénios da camada
intermediaria variando de 1 a 15. No primeiro
modelo o menor erro MAPE encontrado foi de
28,11%. Este utilizou oito neurdénios na camada
escondida. A Figura 4 mostra a série de inter-
nacoes hospitalares original em linha continua, e
a reconstruida em tracejado obtida por este mod-
elo.

O modelo niimero 2, com apenas um neurénio,
apresentou um erro MAPE de 11,12 %. A Figura 5
mostra a série de internagoes hospitalares original
em linha continua, e a reconstruida por este mod-
elo em tracejado.

O terceiro modelo obteve um erro MAPE min-
imo de 13,45 % com 13 neurénios na camada es-
condida. A Figura 6 mostra a série de internagoes
hospitalares original em linha continua, e a recon-
struida por este modelo em tracejado.
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Figura 4: Série comparativa das Internagoes Hos-
pitalares do Modelo 1
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Figura 5: Série comparativa das Internagoes Hos-
pitalares do Modelo 2
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Figura 6: Série comparativa das Internacoes Hos-
pitalares do Modelo 3

O quarto modelo com quatro neurénios na
camada escondida apresentou um erro MAPE de
10,29 %. A Figura 7 mostra a série de internagoes
hospitalares original em linha continua, e a recon-
struida por este modelo em tracejado.

6 Conclusao

Sem divida alguma o estudo de predigao de séries
temporais nao é uma tarefa facil, pois nao basta
colocar como entrada em uma rede neural os
dados brutos, é necesséario retirar todas as car-
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Figura 7: Série comparativa das Internagoes Hos-
pitalares do Modelo 4

acteristicas possiveis normalmente representadas
por fungoes deterministicas das séries. O obje-
tivo desde trabalho é formar uma série residual
que contenha apenas aquilo que nao é determi-
nado facilmente por métodos classicos, e que nor-
malmente s6 podem ser representados por modela-
gens nao-lineares. As redes neurais tem um papel
fundamental apds esse pré-processamento.

Os resultados obtidos sao promissores mas
ainda podem melhorar com a implementacao de
outros modelos mais complexos. A inclusao de
médias moveis de janelas variadas seria um opgao
a mais no pré-processamento. Redes neurais re-
alimentadas, tomados os devidos cuidados com a
instabilidade, podem surtir efeitos positivos. Um
estudo de relevancia pode mostrar quais variaveis
impactam de fato na predicao da série alvo.

Os modelos neuronais se mostraram bas-
tante eficazes quando comparados a reconstrugao
utilizando-se apenas a média, a tendéncia e os ci-
clos senoidais das séries de treino.

Este trabalho desenvolveu quatro modelos: o
primeiro deles apresentou um erro relativamente
grande se comparado aos outros modelos, nota-
se que este ndo possui uma eficiéncia boa na
representacao da magnitude das internagoes mas,
acompanha suas variagoes; o segundo modelo, ja
com um erro bem menor, é falho na previsao antes
do pico da série, no entanto, apds este evento, a
previsao acompanha muito bem tanto na magni-
tude quanto nas variacoes; o terceiro modelo ap-
resentou um erro relativamente préximo ao do se-
gundo modelo, o que indica que a entrada da série
alvo atrasada é relevante no processo de predicao,
e da mesma forma acompanha bem a série apds
o pico; o quarto modelo apresentou o melhor dos
resultados, mostrando que a série alvo por si s6 ja
contém informagoes importantes para a predigao.

Ainda assim, falta uma melhor exploragao nas
série auxiliares. O trabalho de NASCIMENTO
(2006) mostra que o uso de médias méveis de 6
dias apresenta uma melhora nos modelos represen-
tados pelas séries auxiliares, isto seria uma alter-

nativa para aproveitar melhor estas informagoes.
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